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Artifical Neural Networks (ANN)
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SADRĢAJ PREDAVANJA

Á Bioloġka i umjetna neuronska mreģa

Á Algoritam uļenja neuronskih mreģa

Á Podjela neuronskih mreģa

Á Pregled primjene neuronskih mreģa

Á Pregled primjene neuronskih mreģa u kemijskom 

inģenjerstvu



Tijekom evolucije ljudski mozak poprimio je niz karakteristika koje 

povezujemo s inteligencijom: 

Á paralelno djelovanje (razliļiti dijelovi mozga 

istovremeno rjeġavaju razliļite zadatke)

Á distribuirano  predoļavanje i obrada (raspodjela

zadataka se distribuiraizmeĽuviġeneurona u mreģi)

Á sposobnost uļenja (mozak uļi kroz iskustvo, 

prilagoĽavajuĺi veze izmeĽu neurona)

Á sposobnost uopĺavanja (naġ mozak moģe primijeniti 

nauļeno iz jedne situacije na druge situacije)

Á prilagodljivost

Á suvislo  postupanje s informacijama

Á tolerancija na pogreġke i nepotpune informacije

 ZAĠTO NEURONSKE MREĢE?



NEURONSKE MREĢE

ü Pojam dolazi izpodruļjaumjetne inteligencije (artificial intelligence - AI) 

Umjetna neuronska mreģaje statistiļki model kojeg ļini velik i broj

jednostavnih , meĽusobnopovezanih procesnih jedinica ( neurona ), 

koji obraĽujeinformacije shodno vanjsk im ulaz ima. Nielsen  (1990.)

Neuronska mreģaje raļunalnisustav inspiriran bioloġkim

neur onskim mreģama, a sastoji se od povezanih umjetnih neurona

organiziranih u slojeve .

Svaki umjetni neuron prima ulazne podatke , obraĽujeih pomoĺu

teģinskihfaktora i praga , te generira izlaz koji moģeposluģitikao

ulaz zasljedeĺeneurone u mreģi.

Ova struktura omoguĺujeneuronskim mreģamada se samostalno

prilagoĽavajui uļesloģeneobrasce iz podataka .
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BIOLOĠKI  I UMJETNI NEURON - Analogija

ω Tijelo stanice - ǎŀŘǊȌƛ jezgru s informacijama o nasljednim ȊƴŀőŀƧƪŀƳŀ; 

ω Dendriti - ƪǊŀŏe niti oko stanice; primaju signale od drugih neurona i ǑŀƭƧǳ ih prema tijelu stanice; 

ω Aksoni ςduge i tanke niti; Ako signal koji dolazi do dendrita dostigne dovoljno visoki prag (aktivacije), 

aksoni prenose signal do drugih neurona; 

Sinapse - funkcionalne poveznice ƛȊƳŜŚǳ ȊŀǾǊǑŜǘƪŀ aksona prethodnog neurona i dendrita ǎƭƧŜŘŜŏŜƎ 

neurona; ƻǎƭƻōŀŚŀƧǳ neurotransmiter potreban stanici za prijenos signala. 9ƭŜƪǘǊƛőƴƛ impuls se prenosi 

preko sinapsi s jednog na drugi neuron. Dendriti ǇƻƧŀőŀǾŀƧǳiliǇǊƛƎǳǑǳƧǳ impuls, sumiraju se u jezgri.
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Neuron je osnovna

funkcionalna

jedinicaģivļanog

sustava koja

prenosielektriļne

signale .



BIOLOĠKI  I UMJETNI NEURON

 

 

Bioloġki neuron Umjetni neuron  

 

 Prima ulazni signal s drugih   
 neurona putem 
 dendri ta (sinaptiļke veze)  

 Prima ulaze (i ) koji su 
  odreĽeni teģinskim  
  koeficijentima (w) 

 

Obrada signala u somi (tijelu) 
 Obrada ulaza, unutarnji  
 prag - bias (b) 

 

 Pretvara obraĽeni ulaz u 
 izlaz putem aksona 

 Pretvara ulaze u izlaz 
 (prijenosna funkcija) 

 

 Ġalje informacije putem 
 sinapsi do svih neurona s 
 koji je neuron povezan  

 Ġalje informaciju prema 
 izlazu (o)  i slijedeĺim 
 neuronima 



ULAZNI SLOJ  (input  layer )

-  prvi sloj

-  prima informacije i proslijeĽujemreģi

SKRIVENI SLOJ (EVI) (hidden  layer )

-  prima informacije iz ulaznog sloja i obraĽuje ih

IZLAZNI SLOJ  (output  layer )

-  zadnji sloj

-  prima obraĽene informacije i daje rezultate

STRUKTURA UMJETNE NEURONSKE MREĢE

Ulazni

sloj

Skriveni

sloj

Izlazni

sloj
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Interna aktivacija

Prijenosna funkcija
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◌░ - teĤinski faktori

b ð pristranost, pomak (bias)

◑░ - teĤinski faktori

Y В ᾀ zὢ ὦὦ

STRUKTURA UMJETNE NEURONSKE MREĢE

b

bb
w2,1

w1,2

╧  - ulazne varijable

╨  - izlazne varijable

Ako je zbroj oteģanih signala > od pomaka b (igra 

ulogu praga osjetljivosti neurona), nelin. aktivac. 

funkcija f generira izlazni signal neurona.
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STRUKTURA UMJETNE NEURONSKE MREĢE

Å Svaki neuron prima ulazn e signal e i i koji 

dolaze kao izlazi drugih neurona ili dolaze 

izvan mreģe,te pristranost  (pomak) b

(bias ). Bias omoguĺujemreģida nauļi

optimalne pomake (b omoguĺuje neuronu da se 

"pomakne" od poļetneili neke fiksne pozicije, ġto

mu omoguĺavada prepoznarazliļiteobrasce).

Å Svaki ulazni signal ima svoj teģinski faktor 

w i. Ono ġto je jaļina sinaptiļke veze izmeĽu 

dva bioloġka neurona, to je teģinski faktor 

izmeĽu dva umjetna neurona. Ġto je veĺa 

vrijednost teģinskog faktora, jaļaje i veza 

izmeĽu dva neurona. 

Å Ulazni signali Ăoteģaniñ teģinskim faktorima 

se zbrajaju te se rezultirajuĺi signal, tzv. 

aktivacija , predaje prijenosnoj funkciji . 

Å Krajnji izlaz neurona moģe se proslijediti 

slijedeĺim neuronima ili postati izlazni sloj 

mreģe. Prijenosna funkcija



Á   Obiļno nelinearna  funkcija koja omoguĺuje mreģi da nauļi nelinearne funkcijske 

ovisnosti;

Á   Najļeġĺe funkcije: sigmoidnai tangens-hiperbolna - kontinuirane funkcije koje 

su aproksimacija skokomiļne funkcije kakva se nalazi i u bioloġkom neuronu. 

PRIJENOSNA (AKTIVACIJSKA) FUNKCIJA



Å Sigmoidna funkcija  uvodi nelinearnost u model pri ļemu 

izlazne veliļine poprimaju vrijednosti u rasponu od 0 do 1 . 

Å Nije centrirana oko nule Ąaģuriranje teģinskih faktora 

moģe biti neefikasno (sporo). Pri veĺim ulaznim 

vrijednostima: sigmoid brzo ózasitiô i svoje izlaze pribliģi 0 ili 

1. U tim krajevima krivulje njezin je gradijent gotovo nula, 

Ą mreģa praktiļki ne moģe uļiti, promjena teģina postaje 

zanemariva Ą problem nestajuĺeg gradijenta.  

Å Zbog faktora ex vrlo je zahtjevna za raļunanje.

PRIJENOSNA (AKTIVACIJSKA) FUNKCIJA

Ὓὼ
 

    

Å Tangens -hiperbolna funkcija daje izlaze u rasponu od -1 

do 1 i centrirana je oko nule. Kod funkcije tanh gradijent 

je neġto veĺi nego kod sigmoidne funkcije pa mreģa moģe 

brģe uļiti. 

Å Problemi koji se javljaju kod funkcije tanh:

- Zasiĺeni neuron (kada su izlazne vrijednosti velike 

neurona, izlaz funkcije se pribliģi vrijednostima ï1 i 1) 

uzrokuje problem nestajuĺeg gradijenta. 

- Zbog ļlana funkcije ex zahtijeva puno raļunalne snage. 



 RELU PRIJENOSNA FUNKCIJAPRIJENOSNA (AKTIVACIJSKA) FUNKCIJA

ReLU (engl. rectified linear unit) - funkcijaĂispravljene linearne jediniceñ (tzv. zglobnica)

Ὢὼ                                                          (1)

Ὢὼ ÍÁØ  π ȟВ ύὼ ὦ                                  (2)

- Prednost - ne dolazi do zasiĺenja neurona kod velikih pozitivnih vrijednosti ulaza. 

Raļunski jednostavan.

- Nedosta ci  - ako je zbroj svih oteģanih ulaza plus bias negativan tada ne dolazi do aktivacije 

neurona (izlaz je uvijek 0, gradijent je 0 Ą taje neuron se viġe ne aktivira ï ne uļi).

- ReLU funkcija (1) za sve negativne vrijednosti ulaza daje izlaz 0, a za pozitivne vrijednosti 

izlaz je jednak ulazu. 

- Ļesto se koristi zbog svoje jednostavnosti kod dubljih mreģa. 

Å Operacija max  vraĺa veĺu od dvije vrijednosti. Ako je f (x) (tj. interna 

aktivacija) negativna , tada je veĺa vrijednost 0, pa je izlaz = 0.

ÅAko je f(x) pozitivna , veĺa vrijednost je I, pa je izlaz = I.

 



VIĠESLOJNA NEURONSKA MREĢA

Ulazi Prvi skriveni 

sloj

Drugi skriveni 

sloj

Izlazni 

sloj

Mreģa moģe imati viġe skrivenih slojeva. U okviru BigData platformi 

razvijaju se neuronske mreģe koje imaju po nekoliko stotina skrivenih slojeva, 

ġto se danas naziva duboko uļenje (engl. deep learning).



1. Struktura mreģe ï shema povezivanja neurona 

(broj skrivenih slojeva i broj neurona u slojevima) 

2. Prijenosna funkcija neurona 

3. Pravilo uļenja

Specificiranje neuronske mreģe: 

Å Parametri modela ïpodeġavajuse tijekomuļenja(teģinskikoeficijenti i

pristranost u neuronskimmreģama)

Å Hiperparametri - biraju se na temelju prethodno provedenih eksperimenata i 

iskustva (prijenosna funkcija , broj neurona i skrivenih slojeva, algoritam

uļenja,é). 

Specificiranje neuronske mreģe



UĻENJE  NEURONSKE MREĢE    

Ulazi

Neuronska mreģa

Realni sustav

Ɇ
Pogreġka

Izlaz iz 

mreģe

Stvarni 

izlaz

Uļenje

Uļenjeneuronske mreģe- iteracijski postupak podeġavanjaveza meĽu

neuronima. Podeġavanjeteģinskihkoeficijenata odvija se pronalaģenjem 

minimalne vrijednosti pogreġkeizmeĽuizlaza dobivenog modelom i stvarne

vrijednosti izlazneveliļine.

Teģinskikoeficijenti - nosioci Ăznanjañu neuronskoj mreģi. Do njihovih vrijednosti

dolazi se treniranjem, tj.uļenjemmreģenaodreĽenomskupu ulaznih podataka.



ALGORITAM unatraģne propagaci je

ÅPrve vrijednosti teģinskih faktora i bias-a se nasumiļno generiraju. 

ÅMreģa u prvom unaprijednom  prolazu izbacuje predviĽene 

vrijednosti izlazne varijable mreģe te se usporeĽuje sa stvarnom 

vrijednoġĺu. 

ÅNa temelju pogreġke izmeĽu stvarne i predviĽene vrijednosti, 

ispravljaju se vrijednosti teģinskih faktora metodom unatraģne 

propagacije . Postupak se ponavlja (iterativno) dokle god nije 

zadovoljen zadani kriterij uspjeġnosti.

ÅU svakom skrivenom sloju u n-dimenzionalnom prostoru kojeg ļine 

osi svih teģinskih faktora tog sloja minimizira se ukupna pogreġka 

mreģe, npr. metodom gradijentnog spusta (engl. gradient descent). 

ÅFunkcija pogreġke izlaznog sloja ļesto je zbroj kvadrata pogreġke. 



ALGORITAM UĻENJA

ÅUļenje neuronske mreģe odvija se prema nekom pravilu uļenja - Pravilo  

ġirenja unatrag  (eng. Backpropagation ) ili algoritam  unatraģne 

propagacije  izlazne  pogreġke. 

Å Razlika vrijednosti dobivene modelom i stvarne vrijednosti sluģi za korekciju 

teģinskog koeficijenta pomoĺu tzv. Delta  pravila :

ύ ύ ῳύ
wij - neuron i povezan sa neuronom j

ɖ - koeficijent uļenja (eng. learning  rate ), 

yi - izlaz prethodnog neurona (neurona i)

Ůj ï pogreġka neurona j  (vrijednost koju daje 

neuronska mreģaīstvarna vrijednost)

ῳύ  ́◐░‐ 

Ὁ В ώὭ ώ  
i - broj neurona u izlaznom sloju

yiï ģeljena vrijednost, vrijednost dobivena 

eksperimentom

ώὭ- vrijednost dobivena pomoĺu neuronske mreģe 

Globalna greġka 

mreģe

(funkcija pogreġke) 

Korektivni faktor
(promjena teģinskog faktora 

izmeĽu neurona i i neurona j)



Å Koeficijent uļenja je parametar koji se mora zadati, a koji diktira brzinu promjene 

teģinskih koeficijenata uzimajuĺi u obzir vrijednost pogreġke Ů. O njemu ovisi koliko 

brzo ĺe se konvergencijom doĺi do rjeġenja.

Å Premala vrijednost koeficijenta uļenja moģe rezultirati presporim uļenjem, a kod 

prevelikih vrijednosti se nikada ne moģe pronaĺi minimum funkcije pogreġke (moģe

doĺido "preskakanja" minimuma funkcijepogreġke)

Utjecaj vrijednosti koeficijenta brzine uļenja na uļenje mreģe 

ALGORITAM UĻENJA

broj epoha Ą jedan prolaz 

podataka kroz cijelu mreģu.



Uļenje - Postupak propagacije pogreġke unatrag

ÅAko je funkcija pogreġke derivabilna, moguĺe je koristiti optimizacijske 

postupke koji se temelje na izraļunu gradijenta funkcije pogreġke 

(parcijalnih derivacija funkcije pogreġke s obzirom na svaku teģinu i prag!) 

ÅParcijalna derivacija pogreġke nam govori kako ĺe se funkcija pogreġke 

promijeniti ako malo poveĺamo teģinu.

ÅTu informaciju moģemo iskoristiti kako bismo ciljano poveĺavali ili smanjivali 

teģine s ciljem smanjivanja vrijednosti funkcije pogreġke E

ÅKljuļna ideja je da se prilagodba teģinskih faktora odvija u smjeru koji smanjuje 

pogreġku, ġto se postiģe uzimanjem negativnog gradijenta funkcije pogreġke.

Postupak propagacije pogreġke unatrag

(engl. Error Backpropagation)

Postupak uļenja neuronskih mreģa koji se 

temelji na uļinkovitom izraļunu svih parcijalnih

derivacija funkcije pogreġke i njihovoj primjeni

naodreĽivanje korekcije teģina. 

Pogreġka

Propagacija unatrag
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Primjer izraļuna izlaza neuronske mreģe 3x3x1

U matriļnom obliku:
( )

( )

W

ɜ

b f X T

c f b tt

= Ö -

= Ö -

bias bias

teģine

bias

izlaza

b1 b2



Algoritam unatraģne propagacije - Primjer izraļuna 1.iteracije

Åu rasponu od 0 do 1 - vrijednost svake varijable se podijeli     

sa varijablom najveĺe vrijednosti u setu podataka; 

Ånasumiļno postavljanje teģinskih faktora i bias-a

1) Unos i normaliziranje ulaznih vrijednosti x

2) Izraļunavanje ukupnog izlaza c iz slojeva (unaprijedno)

1 1 1x T= -a

( )
1,1 1 2,1 2 3,1 3 1

1 1,1 1 2,1 2 3,1 3 1 ( )

1

1
- + + -

= + + - =
+

w a w a w a t
b f w a w a w a t

e

( )
1 1 2 2 3 3

1 1 2 2 3 3 ( )

1

1
v b v b v b tt

c f v b v b v b tt
e
- + + -

= + + - =
+

3) Raļunanje pogreġke po slojevima (unatraģno)

( )( )11c c y ce= - -
1 1 1 1b (1 b )(v )e e= -

4) Postavljanje novih  vrijednosti varijabli (korekcije teģina)

1 1 1

nova stara

bv v bh e= +
nova stara

ctt tt he= +1 1

nova stara

bt t h e= +

1,1 1,1 1 1

nova stara

aw w a eh= + 1 1 1

nova stara

aT T eh= +

bias bias

teģine

bias

izlaza

Na primjeru sigmoidne funkcije

realna vrijednost

 izlaza

izlaz mreģepogreġka 1. neurona u skrivenom sloju

c(1-c)

b(1-b)

Posljedica 

deriviranja

sigmoidne 

prijenosne 

fukcije

pogreġka epogreġka e



Pretreniranost mreģe

Å Nakon predobrade podataka obraĽeni podaci dijele se u tri skupa: skup za uļenje, 

skup za provjeru i skup za testiranje . 

Å Podaci iz skupa za uļenje sluģe za ugaĽanje vrijednosti teģinskih faktora meĽu 

neuronima. 

Å Skup za provjeru sluģi za provjeru modela - je li doġlo do pretreniranosti mreģe Ą 

neuronska mreģa daje odliļne rezultate na skupu podataka na kojem je uļila, dok na 

novim podacima pokazuje vrlo loġe rezultate.

Å Cilj je postiĺi ġto veĺu sposobnost generaliziranja na novim podatcima. 

Å U svrhu sprjeļavanja pretreniranja mreģe 

koristi se tehnika Ăranog 

zaustavljanjañ(engl. early stopping). 

Å Uļenje mreģe valja zaustaviti onda kada 

pogreġka na skupu za uļenje i dalje pada, 

ali pogreġka na skupu za provjeru dostiģe 

svoj minimum. 



POSTUPAK RAZVOJA NEURONSKIH MREĢA    

1. Planiranje eksperimenta  (ako nisu prije provedeni)
 -  vrsta, broj i veliļina ulaznih promjena
 -   analiza statiļkog i dinamiļkog vladanja procesa

2. Prikupljanje  i obrada  podataka
 -  promjena ulaza prema planu eksperimenta (laboratorij)

 -   praĺenje i pohrana ulaznih i izlaznih podataka (baza podataka)

     - obrada dobivenih podataka

3. Izbor  strukture  modela  neuronske  mreģe

 -  odabir ulaznih i izlaznih veliļina

 -   specificiranje strukture mreģe

4. Izvedba  (uļenje/treniranje) neuronske  mreģe  

iteracijsko  podeġavanje teģinskih koeficijenata

5. Ocjena  (vrednovanje/validacija) modela  
 -   provjera i testiranje dobivenog modela



Vrednovanje / Validiranje  

Á  Novi skup podataka  -mreģausporeĽujesvoje izlaze saģeljenim izlazima

 (teģinski koeficijenti se sada ne mijenjaju );

Á  Kriterijipogreġke(MSE, R2) govore o kvaliteti i robusnosti (generalizaciji) mreģe

 OCJENA  IZVEDBE NEURONSKE MREĢE    



 OCJENA  IZVEDBE NEURONSKE MREĢE    

Å Kriģnavalidacija (engl. cross-validation) je statistiļkatehnika koja se koristi u

strojnom uļenjukako bi se procijenila izvedba modela na naļinkoji smanjuje

vjerojatnost pretreniranja i omoguĺujebolju generalizaciju modela na nepoznate

podatke.

Å Kriģnavalidacija uz zadrģavanje(engl. holdout cross-validation) osjetljiva je na

naļinna koji su podatci razdvojeni pa ocjena valjanosti moģevarirati za razliļite

uzorke podataka. Dobra za velike skupove podataka.



Å Kriģna validacija koja se ponavlja k puta (engl. k-fold cross -validation ) je u 

prednosti jer se svaka uzorkovanatoļkauzima kao dio podataka za validaciju

toļnojednom, ġtorezultira manjom varijabilnosti u ocjeni izvedbe modela.  

 OCJENA  IZVEDBE NEURONSKE MREĢE    

Svaki podatak se naĽe jednom u 

validacijskom skupu podataka

Prosjeļna greġka 

za svih k modela

Podatci se nasumiļno podijele u k skupina.

Ą Viġe razliļitih skupova za uļenje i validiranje.
 



VRSTE  NEURONSKIH MREĢA

Image: https://pub.towardsai.net/main-types-of-neural-networks-and-its-applications-tutorial-734480d7ec8e



DINAMIĻKE NEURONSKE MREĢE

ÅDinamiļke neuronske mreģe dizajnirane su za obradu sekvencijalnih 

podataka gdje trenutni izlaz ovisi o proġlim ulazima.

ÅPrimjene ukljuļuju predviĽanje vremenskih serija, sustave upravljanja i 

voĽenja procesa kod sporih nestacionarnih procesa, prepoznavanje 

govora i financijske analize.

Kljuļne vrste:

Å NARX (nelinearni autoregresivni modeli s egzogenim ulazima)

Å Moving Window neuronske mreģe

Å Rekurentne neuronske mreģe (RNN)

Å Long Short -Term Memory (LSTM) mreģe
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DINAMIĻKE NEURONSKE MREĢE

Å RNN imaju povratne veze, Ą izlaz iz prethodnog vremenskog koraka postaje dio ulaza u sljedeĺem

koraku. Na taj naļinmreģamoģeópamtitiô informacije tijekom vremena i obraĽivatisekvencijalne podatke

(vremenske serije, govor ili tekst).

Å Imaju tendenciju "zaboravljanja" starijih (udaljenijih) podataka zbog problema eksponencijalnog

smanjenja gradijenta . Tijekom uļenja gradijenti koji se propagiraju unatrag kroz mnogo vremenskih 

koraka postupno postaju vrlo mali, praktiļno nestaju.To oteģava uļenje dugoroļnih ovisnosti u sekvenci.



DINAMIĻKE NEURONSKE MREĢE

Zz¢_(Long Short -Term Memory ) mreģe

Å LSTM je specifiļantip RNN, dizajniran da prevlada problem "zaboravljanja".

Å Koristi tzv. ĺelijskumemoriju i sustav vrata (input, forget i output gates) za 

kontrolu toka informacija.

Å Omoguĺujeda se relevantne informacije pamte krozduģevremenske korake, 

ļineĺiga pogodnim za rad s dugoroļnimzavisnostima u podacima.



PRIMJENA NEURONSKIH MREĢA

Modeliranje i voĽenje procesa 
Model neuronske mreģe za razvoj modela procesa i automatsko voĽenje;optimizaciju

procesa; upravljanje robotima

 

Dijagnostika procesa i strojeva
Detekcija stanja pri radu procesa i strojeva tako da se sustav moģe automatski zaustaviti pri 

pojavi problema; 

Medicinska dijagnostika
Pomaģe pri dijagnosticiranju bolesti analizom simptoma ili vizualnih podataka kao ġto su MRI 

(Magnetic  Resonance  Imaging ) ili rendgen; u genetskom istraģivanju.

Kontrola kvalitete
Kamere ili senzori na kraju procesa proizvodnje u svrhu automatskog otkrivanja greġaka

Raļunalni vid (Computer Vision)
Prepoznavanje objekata, klasifikaciju slika, detekciju lica, praĺenje pokreta, optiļko 

prepoznavanje znakova (npr. kod skeniranja) i druge zadatke u raļunalnom vidu. 

Prepoznavanje govora 
Pretvaranje izgovorenih rijeļi u  ASCII  tekst. 



Procjena kreditne sposobnosti
Procjenjivanje kreditne sposobnosti pojedinaca ili tvrtka na temelju njihovog 

financijskog stanja;

 

Ciljani marketing
Statistiļka karakterizacija populacije u svrhu ciljanih marketinġkih kampanja;  

Financijsko predviĽanje 
Na temelju prethodnih podataka o cijenama vrijednosnih papira predviĽanje 

buduĺeg kretanja cijena i trģiġnih kretanja opĺenito, detekciju prevara;

Inteligentno pretraģivanjei preporuļiteljski sustavi 
Internetsko pretraģivanje relevantnog sadrģaja. Personalizirano preporuļivanje 
proizvoda, filmova, glazbe i drugih sadrģaja temeljem ponaġanja korisnika;

Prepoznavanje ciljeva 
Primjena u vojne svrhe - video i/ili IC snimke za prepoznavanje vojnih ciljeva; 

Autonomna vozila
Percepcijia okoline, prepoznavanjeprometnih znakova, praĺenje cesta...

PRIMJENA NEURONSKIH MREĢA



Prirodni jezik (Natural Language Processing - NLP)

U obradi prirodnog jezika, strojno prevoĽenje, prepoznavanje entiteta, 

generiranje teksta, analiza sentimenta i druge zadatke vezane uz jezik.

Igranje igara

Razvoj agenata koji mogu nauļiti igrati kompleksne igre poput ġaha, 

videoigara i drugih.

Energetika

PredviĽanjepotroġnje energije, odrģavanje energetskih sustava i 

optimizaciji distribucije energije.

Obrambena industrija ; 

Svemir  i svemirske tehnologije

PRIMJENA NEURONSKIH MREĢA



PRIMJENA NEURONSKIH MREĢA

Prepoznavanje rukopisa i lica



PRIMJENA NEURONSKIH MREĢA

Prepoznavanje govora  (Speech  Recognition )

Za prepoznavanje govora 

koriste se najļeġĺe 

konvolucijske  neuronske 

mreģe (CNN) i rekurentne  

neuronske mreģe (RNN).



Sustavi za prepoznavanjeusporeĽuju ljudsko lice s digitalnim

slikama. Mogu se koristiti u uredima/institucijama za selektivne 

ulaske ljudi. Sustavi tako autentificiraju ljudsko lice iusklaĽuju

ga s popisom ID-ova koji su prisutni u njegovoj bazi podataka.

Vremenska prognoza ( Weather Forecasting )

PRIMJENA NEURONSKIH MREĢA

Prepoznavanje lica (Facial Recognition )

Zaprepoznavanje lica i obradu slika koriste se najļeġĺe 

konvolucijske neuronske mreģe. 



PRIMJERI SA ZMAVP



dva modela 
softverskih senzora :

Å za predviĽanje RVP vrijednosti 
stabiliziranog FCC benzina
 

Å za predviĽanje sadrģaja C5 
frakcije u UNP-u

Å U rafinerijskom FCC postrojenju na temelju raspoloģivih

procesnih mjerenja i laboratorijskih analiza razvijena su:

Tvrh

T5

T35

Refluks

RVP

C5

NEURONSKI MODEL SOFT SENZORA
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Tt ,i

Th,i

□
Hladni tok

Th,o 

Tt ,i

Th,i

□

Tt,o 

Topli tok

Prediktivna  dijagnostika izmjenjivaļa topline ï postrojenje hidrokrekinga



Prediktivna  dijagnostika 

izmjenjivaļa topline

Å Smanjenje prijenosa topline 

poveĺanje troġkova rada

Å Nastale naslageutjeļuna

toplinske imehaniļke

karakteristikeizmjenjivaļa

topline.

Problemi Rjeġenje

Å Razvoj modela zapraĺenje

prijenosa topline razvijenih na

osnovu dostupnih podataka.

Å Izraļun razliļitih pokazatelja 

nastajanja naslaga

Å Sustav za kontinuirano

praĺenjeizmjenjivaļatopline i

procesa nastajanja naslaga

Rezultati

Neuronska 

mreģa

TH,i
TH,o,mod

qT,i

TT,o,mod

TT,i



Metodika di jagnostik eizmjenjivaļa topline

Potrebni podaci

Å Prikupljanje procesnih 
mjerenja sa postrojenja u 
odreĽenom vremenskom 
periodu:

Å Temperature  na ulazima i 
izlazima oba fluida

Å Protoci i tlak (poģeljno)

Å Podaci o izmjenjivaļu topline:

Å Radni list izmjenjivaļa (ĂData 
Sheetò)

Å Fizikalno ï kemijske 
karakteristike fluida

Å Iskustvene ļinjenice

Predobrada podataka

Å Statistiļka analiza ulaznih 
varijabli 

Å Uklanjanje  ekstremnih 
vrijednosti te filtriranje  
podataka po potrebi. 

Å Skaliranje  podataka prema 
zahtjevima razvoja modela.

Razvoj modela

Å Odabir fundamentalnog ili 
modela strojnog uļenja.

Å Razvoj modela 
identificiranjem parametara i 
hiper-parametara modela.

Å Vrednovanje rezultata 
modela primjenom razliļitih 
statistiļkih kriterija.

Rezultat

Å Izraļun veliļina potrebnih za 
dijagnostiku  rada 
izmjenjivaļa topline prema 
rezultatima modela.

Å Implementacija  
dijagnostiļkog alata u sustav 
za praĺenje rada izmjenjivaļa 
topline.
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PredviĽanje 

TH,o

MLP

4-10-1

Training R 0.975

Test R 0.957

Training MSE 0.047

Test MSE 1.108

Algorithm adam

Hidden act . relu

Output act . linear

Suļelje za dijagnostiku izmjenjivaļa topline na rafinerijskom     

postrojenju hidrokrekinga  



RESULTSCHALLENGE SOLUTION

ÅRazvoj modela prema 

naprednim Ădata-drivenò 

metodama. Ne utvrĽuje se 

mehanizam nastanka naslaga 

nego se identificiraju relacije 

izmeĽu ulaznih i izlaznih 

varijabli . 

ÅModeli strojnog uļenja (umjetne 

inteligencije) za predobradu i 

analizu ulaznih veliļina te za 

procjenu izlaznih veliļina.

ÅOn-line  alat za praĺenje i 

predviĽanje nastanka 

naslaga i ukupne efikasnosti 

izmjenjivaļa

ÅNapredna dijagnostika 

rada izmjenjivaļa topline

ÅOmoguĺuje provedbu 

preventivnog i prediktivnog 

odrģavanja.

ÅMehanizam nastajanja naslaga 

nepoznat. 

ÅProces pod najveĺim utjecajem 

nastajanja naslaga u ļitavoj 

rafineriji. 

ÅOgromni troġkovi zbog naslaga.

ÅDinamiļke promjene ulaznih 

veliļina i fizikalno-kemijskih 

svojstava te ļeste izmjene 

sirovina.

Sekcija za predgrijavanje sirove 
nafte
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PROBLEMI RJEĠENJE REZULTAT



Tulaza u spliter

Tdna splitera  

Tvrha splitera  

Refluks

pvrha splitera

ATMOSFERSKA 

KOLONA

Soft senzor 

za 

predviĽanje 

toļke 

poļetka i 

kraja 

destilacije 

dna splitera



Temperatura vrha kolone

Temperatura ulaza u spliter

Temperatura vrha splitera

Temperatura dna splitera 

Tlak vrha splitera

Protok refluksa (t/h)

Model 

softverskog 

senzora
TIBP

Temperatura vrha kolone

Temperatura ulaza u spliter

Temperatura vrha splitera

Temperatura dna splitera 

Tlak vrha splitera

Protok refluksa (t/h)

Model 

softverskog 

senzora
TEBP

Struktura modela

Soft senzor za predviĽanje toļke poļetka i kraja destilacije dna splitera



Poļetak destilacije dna splitera  - TIBP

- Struktura mreģe: 5 - 9 -1

T S V Ukupno

Sr. vrijednost 

podataka
80,76 81,99 80,44 80,96

Sr. vrijednost 

pogreġke
0,06 -0,12 0,40 0,09

S.D. pogreġke2,98 2,03 2,96 2,80

Korelacija 0,85 0,87 0,86 0,86

Tvrhkol pvrhsp Refluks Tulsp Tdnosp

Ratio 1,20 1,84 1,07 1,03 2,27

Rank 3 2 4 5 1

Analiza osjetljivosti

Soft senzor za predviĽanje toļkepoļetka i kraja destilacije dna splitera



Poļetak destilacije dna splitera  - TIBP
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- grafiļka usporedba eksperimentalnih i podataka dobivenih modelom 

Soft senzor za predviĽanje toļke poļetka i kraja destilacije dna splitera



Soft senzor za predviĽanjesadrģaja 3-MP u izomerizatu

Model R (test)
RMSE (test) 

[% mol]
MAE (test)

[% mol]

LSTM 0.988 0.048 0.037

MLP 6-20-1 0.968 0.091 0.067

SVM 0.982 0.069 0.045

NARX 0.985 0.054 0.046

HW 0.995 0.033 0.026

Feature Test data set

Learning algorithm ADAM

Activation function tanh

Number of past time steps 55

Number of hidden units 25

R 0.988

RMSE [% mol ] 0.048

MAE [% mol ] 0.037



Å Razvijeni su kalibracijski modeli neuronskihmreģaza modeliranje

ovisnosti koncentracije aktivne tvari o temperaturi i spektralnim podacima

dobivenim mjerenjima u FTIR, UV-Vis I RAMAN ureĽajima. 

Å Kalibracijski modelisluģitĺeza kontinuiranopraĺenjekoncentracije aktivne 

tvari u procesu kristalizacije. 

Praĺenje koncentracije u procesu kristalizacije primjenom neuronskih mreģa 



Praĺenje koncentracije u procesu kristalizacije primjenom neuronskih mreģa Praĺenje koncentracije u procesu kristalizacije primjenom neuronskih mreģa 

Tesa Herceg, diplomski rad

Usporedba stvarnih (FTIR) koncentracija i onih dobivenih 

NN modelom na skupu podataka za provjeru
Praĺenje procesa kristalizacije primjenom

procesneanalitiļketehnologije

Ulazne varijable : Temperatura, FTIR spektralni podaci;    Izlazna varijabla : Koncentracija otopine



Praĺenje koncentracije u procesu kristalizacije primjenom neuronskih mreģa Praĺenje koncentracije u procesu kristalizacije primjenom neuronskih mreģa 

Matea Gavran, disertacija

Praĺenje procesa kristalizacije primjenom

procesneanalitiļketehnologije

Ulazne varijable : Temperatura, Ramanovi spektralni podaci, percentili

distribucije veliļineļestica D10, D50 i D90 tezamuĺenost.

Usporedba stvarnih (RAMAN) koncentracija i onih dobivenih 

NN modelom na skupu podataka za validiranje



PredviĽanje koncentracije lebdeĺih ļestica u zraku primjenom neuronskih mreģa 

Valentino Petriĺ, diplomski rad

Lokacija Algoritam Hiperparametri modela

Sjever

Graz

Neuronske 

mreģe

alpha': 0.05, 'early_stopping': True, 

'hidden_layer_sizes': (500, 100, 10), 

'learning_rate_init': 0.0001, 'max_iter': 300, 

'random_state': 42, 'solver': 'adam'

Sjever

Graz

Nasumiļne 
ġume

max_depth': 10, 'max_samples': 0.5,  

'min_samples_leaf': 2, 'n_estimators': 200,  
'n_jobs': -1,  'random_state': 42},



Comparison of actual and model-predicted AQI values (validation 

data)

Å Procjena dnevnog Indeks a kvalitete  zraka preko polutanata PM10 i PM2.5.

Å Klasifikacijski  Random Forest i Support Vector Machine modeli su razvijeni, koristeĺi 

Python.

Å Podaci: masene koncentracije PM10, PM2.5 i meteoroloġki podaci sa tri meteoroloġke 

stanice.
Metrika RF SVM

Toļnost0.96 0.88

PredviĽanje koncentracije lebdeĺih ļestica u zraku primjenom neuronskih mreģa 

Paola Klonkay, diplomski rad



PredviĽanje sadrģaja propilena primjenom neuronskih mreģa 

Usporedba izmeĽu stvarnih podataka sadrģaja propilena i vrijednosti dobivenih LSTM 

modelom za model sa ReLU funkcijom, 33 LSTM jedinice i 33 vremenska koraka u proġlost

Korelacija na cjelokupnim podacima 0.985

Korelacija na skupu podataka za uļenje0.985

Korelacija na test skupu podataka 0.986

Korelacija na validacijskom skupu 0.981

Sr. kvadr. pogreġka na skupu za uļenje0.036

Sr. kvadr. pogreġka na test skupu 0.031

Sr. kvadr. pogreġka na validacij. skupu 0.037

Ines Martiĺ, diplomski rad

Ines Martiĺ, diplomski rad

Histogram pogreġke


